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Zasady zaliczenia

Zaliczenie

Kurs konczy sie projektem zespotowym — petna analiza wybranego zbioru danych, od danych surowych
az po wnioski.



Nieobecnosci i konsultacje

Obecnos¢

- dopuszczalne nieobecnosci: do 20% zaje¢ — przy 8 spotkaniach najwyzej 1
- przekroczenie limitu rozpatrywane zgodnie z regulaminem studiow

- usprawiedliwienie — niezwtocznie po ustaniu przyczyny

Konsultacje: poniedziatek 14:00-15:30, pokoj 306 w Katedrze Genetyki
(prosze o wczesniejszy kontakt mailowy: bartosz.czech@upwr.edu.pl)



- James i in., An Introduction to Statistical Learning (R / Python) — statistical learning, obciazenie-wariancja
(rozdz. 2), podziat danych i walidacja krzyzowa (rozdz. 5)
https://www.statlearning.com/

- Boehmke & Greenwell, Hands-On Machine Learning with R — proces modelowania, przeuczenie, ocena (rozdz.
1-2)
https:/ /bradleyboehmke.github.io/HOML/

- Kuhn & Silge, Tidy Modeling with R — podziat danych, resampling (ekosystem tidymodels, poza kursem)
https:/ /www.tmwr.org/

- Wickham i in., R for Data Science — fundament pracy z danymi w R
https:/ /rs4ds.hadley.nz/

- VanderPlas, Python Data Science Handbook — NumPy, pandas, scikit-learn: fundament pracy z danymi
w Pythonie
https://jakevdp.github.io/PythonDataScienceHandbook/

- scikit-learn — User Guide — kanoniczna referencja metod ML w Pythonie
https://scikit-learn.org/stable/user_guide.html


https://www.statlearning.com/
https://bradleyboehmke.github.io/HOML/
https://www.tmwr.org/
https://r4ds.hadley.nz/
https://jakevdp.github.io/PythonDataScienceHandbook/
https://scikit-learn.org/stable/user_guide.html
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° Zbior danych: mikrobiom w raku jelita grubego
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Coraz wiecej danych w biologii

Jeden eksperyment sekwencjonowania — tysiace zmiennych na probke:

- transkryptom — ekspresja dziesiatek tysiecy genow
- metagenom — liczebnosci setek gatunkdw drobnoustrojow

- warianty genetyczne — miliony pozycji w genomie

Konsekwencja

Zmiennych czesto znacznie wiecej niz probek. Metody ,jedna zmienna naraz” przestaja wystarczac.




Czym jest uczenie maszynowe

Uczenie maszynowe (machine learning)
Uczenie maszynowe to budowanie modeli, ktore ucza sie wzorcow z danych, zamiast by¢
zaprogramowane reguta wprost — i wykorzystuja je do predykcji dla nowych danych albo do opisu

struktury danych.

Kluczowe stowa:

- wzorzec — regularnosc w danych; w uczeniu nadzorowanym: zaleznoS¢ miedzy cechami a wielkoscia
przewidywana

- nowe dane — model ma dziatac poza zbiorem, na ktorym sie uczyt




Sztuczna inteligencja, uczenie maszynowe, uczenie gtebokie

sztuczna inteligencja (Al)

uczenie maszynowe (ML)

uczenie gtebokie (DL)

- Al — najszersze pojecie: systemy realizujgce zadania wymagajace ,inteligencji”
- ML — poddziedzina Al: reguty wyprowadzane z danych, nie programowane wprost

- DL — poddziedzina ML: sieci neuronowe o wielu warstwach



Programowanie klasyczne a uczenie maszynowe

. regut



Dwa rozne pytania

Statystyka klasyczna i uczenie maszynowe odpowiadaja na odmienne pytania:

Whnioskowanie Predykcja

Czy dany czynnik wywiera wptyw i jak jest on Czy na podstawie danych mozna przewidziec
wynik dla nowej probki?

silny?

il



Predykcja a wnioskowanie

Statystyka klasyczna Uczenie maszynowe
Pytanie Czy efekt istnieje? Czy potrafie przewidziec?
Oceniamy istotnosc, wielkosc efektu skutecznosc¢ na nowych danych
Typowy btad mylenie korelacji z przyczyna model, ktory tylko pamieta dane
treningowe

Kurs skupia sie na prawej kolumnie: budowa modeli i ocena na nowych danych.



Przestanki stosowania uczenia maszynowego

Dobre przestanki Ostroznie
- wiele cech, ztozone zaleznosci - bardzo mato probek
- cel: trafna predykcja - potrzebne wyjasnienie przyczyny
- dostatecznie duzo przyktadow - dane niskiej jakosci

Uczenie maszynowe nie zastepuje mysSlenia o danych — je wspomaga. Model jest tak dobry, jak dane i
pytanie, ktore mu postawimy.



Uczenie maszynowe w naukach biologicznych

Metody tego kursu dziatajg dzis w praktyce badawczej i klinicznej:

- przewidywanie struktury biatka z sekwencji (AlphaFold)

- klasyfikacja wariantow na patogenne / tagodne

- histopatologia — wykrywanie zmian nowotworowych na preparatach
- mikrobiom jako biomarker — sygnatury sktadu w chorobach jelita

- wiek biologiczny z profilu metylacji DNA (zegary epigenetyczne)

Wspolny mianownik

Wiele cech naraz, ztozone zaleznosci, cel = trafna predykcja dla nowej probki. Doktadnie ten schemat
przejdziemy na danych mikrobiomowych.



Ograniczenia uczenia maszynowego

- dobrego pytania badawczego - przyczynowosci (tylko zaleznosc)
- kontroli jakosci danych - mechanizmu biologicznego
- wiedzy dziedzinowej o biologii - ze sygnat nie jest artefaktem technicznym

Model znajdzie jakis wzorzec niemal zawsze — takze w danych czysto losowych. Zadaniem analityka
jest odroznic wzorzec rzeczywisty od przypadkowego.
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Zbior danych



Przyktad przewodni: rak jelita grubego

Wyktady opieramy na jednym zbiorze danych i jednym zadaniu: na podstawie mikrobiomu jelitowego
odrdznic osobe z rakiem jelita grubego (CRC, colorectal cancer) od osoby zdrowe;j.

- Dane — publiczna kohorta ZellerG_2014 z pakietu curatedMetagenomicData (Bioconductor)

- Cechy (X) — wzgledne liczebnosci setek taksonow z sekwencjonowania metagenomicznego probki
katu

- Cel (y) — grupa kliniczna: zdrowy / gruczolak / CRC



Mikrobiom a rak jelita grubego

- jelito zasiedlaja setki gatunkow drobnoustrojow (mikrobiom); ich sktad wiaze sie ze zdrowiem
gospodarza — metabolizmem, odpornoscig, stanem zapalnym — i zmienia sie w wielu chorobach

- CRC to jeden z najczestszych nowotwordw; wczesne wykrycie znaczaco poprawia rokowanie

- U pacjentow z CRC obserwuje sie powtarzalne zmiany sktadu mikrobiomu — jest wiec szansa, ze
sygnat w danych istnieje

Pytanie badawcze

Czy sktad mikrobiomu niesie sygnat wystarczajacy, by odroznic pacjentow z CRC od 0soéb zdrowych?



Rodzaje uczenia



Rodzaje uczenia maszynowego

uczenie maszynowe
nadzorowane | [ nienadzorowane
(z etykietami) | (bez etykiet)
redukcja analiza
klasyfikacja regresja L L
wymiarow skupien

Jedno kryterium podziatu: czy dane maja etykiety.



Rodzaje poSrednie uczenia

Oprocz uczenia nadzorowanego i nienadzorowanego spotykaja Panstwo warianty posrednie:

Rodzaj Na czym polega

potnadzorowane czesc probek z etykieta, wiekszos¢ bez — etykietowanie bywa
kosztowne

samonadzorowane etykiety tworzone automatycznie z samych danych (np.

fragment sekwencji)

ze wzmocnieniem agent uczy sie decyzji przez nagrody — rzadkie w analizie
danych omics

Na tym kursie

Skupiamy sie na dwoch gtownych: nadzorowanym (trzon kursu) i nienadzorowanym (eksploracja).

Pozostate — dla orientacji.



Uczenie nadzorowane

Dysponujemy parami: cechy — znana odpowiedz. Model uczy sie odwzorowania z cech na odpowiedz.

Przyktady biologiczne

- czy probka pochodzi od chorego, czy zdrowego (klasyfikacja)
- jaki jest wiek biologiczny na podstawie metylacji (regresja)

- czy wariant jest patogenny (klasyfikacja)



Klasyfikacja a regresja

Klasyfikacja Regresja
Cel kategoria liczba
Przyktad CRC / zdrowy stezenie metabolitu
Wynik etykieta lub wartosc ciagta

prawdopodobienstwo

Miara doktadnosc, ROC-AUC, F1

btad Sredniokwadratowy

Roznica: typ zmiennej celu (a wiec i sposob oceny). Nasz cel — kategoryczny, wiec klasyfikacja.
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Klasyfikacja binarna i wieloklasowa

Liczba kategorii zmienia trudnos¢ problemu i dobor miar:

- binarna — dwie klasy (chory / zdrowy); najprostsza do oceny
- wieloklasowa — trzy lub wiecej kategorii (np. stadia choroby)

Przyktad z realnej kohorty CRC

Metadane dzielg probki na trzy stany: zdrowy, gruczolak (zmiana przedrakowa), rak. To naturalny
problem wieloklasowy; mozna go sprowadzi¢ do binarnego: rak / kontrola (gruczolaki pominiete — tak
w dalszych wyktadach) albo rak / nie-rak.

table(y) # surowy study_condition w kohorcie ZellerG_2014

y
adenoma control CRC

42 61 53



Uczenie nienadzorowane

Brak etykiet — poszukujemy struktury ukrytej w samych cechach.

Redukcja wymiarow Analiza skupien
Sprowadzenie setek cech do kilku, przy Grupowanie probek podobnych do siebie bez
zachowaniu gtownej zmiennosci (np. PCA). Stuzy znajomosci etykiet — np. odkrycie podtypow w

wizualizacji i odszumianiu. kohorcie.



Nienadzorowane w praktyce biologicznej

Odkrywanie podtypow Mapa probek

Analiza skupien na profilach ekspresji ujawnita Redukcja wymiarow (PCA, UMAP) pozwala
podtypy molekularne raka piersi — bez zobaczy¢ na ptaszczyznie, czy probki uktadaja sie
wczesniejszych etykiet. wg grup, partii pomiarowych czy oSrodkow.

Skupienia to hipotezy, nie wnioski. Metoda zawsze zwrdci jakis podziat — takze dla danych bez realnej
struktury. Trzeba go dopiero zweryfikowac.



Problem

Zadanie gtowne

Uczenie nadzorowane, klasyfikacyjne: na podstawie sktadu mikrobiomu jelitowego przewidziec, czy
probka pochodzi od pacjenta z rakiem jelita grubego (CRC), czy od osoby zdrowej.



Jezyk i dane




Wspolny stownik

Pojecie Znaczenie

probka / obserwacja pojedynczy pacjent (wiersz danych)

cecha (feature) jedna zmienna objasniajaca, np. liczebnosc¢ taksonu
(kolumna)

zmienna celu (target) wielkos¢ przewidywana

macierz cech X tabela: probki X cechy

wektor celu y kolumna etykiet

etykieta wartosc celu dla jednej probki

Konwencja: X — macierz (wiele cech), y — pojedynczy wektor.
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Macierz cech i wektor celu

Model uczy sie odwzorowania z cech (X) na cel (y).

- X mawymiar n. X p:n probek (wierszy), p cech (kolumn)

-y ma dtugosc n: po jednej etykiecie na probke

Sytuacjap > n

W danych biologicznych cech (p) bywa znacznie wiecej niz probek (n).



Typy cech

Typ

Opis

Przyktad

ciagta
zliczeniowa
kategoryczna

binarna

wartosc liczhowa
liczba catkowita nieujemna
jedna z kilku kategorii

dwie kategorie

liczebnosc taksonu
liczba odczytow
ptec, osrodek

obecnosc/brak

Typ cechy decyduje o jej przygotowaniu — kategorie trzeba zakodowac liczbowo.
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Struktura danych kursu

takson;  takson, -+ takson,  grupa
pacjent; 3,2 0,0 0,1 CRC
pacjent, 0,8 41 0,0 zdrowy
pacjents 0,0 0,0 1,2 CRC
macierz cech X (udziaty taksonow w %) | wektor celu y (kolumna grupa)

Liczne zera — typowe dla mikrobiomu, nie btad.
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Pierwszy przeglad realnych danych

Zanim cokolwiek policzymy — poznajemy ksztatt zbioru (kohorta CRC):

dim(X) # cata kohorta: wiersze = probki, kolumny = taksony
dim(X[y !'= "adenoma", 1]) # zadanie: kontrola i rak (bez gruczolakow)

[1] 156 652

[1] 114 652

- cata kohorta (z gruczolakami): 156 probek
- zadanie kontrola-rak: 114 probek, 652 cechy = p/n ~ 5,7

- wiecej cech niz probek (p > n) — gtowne zrodto trudnosci w kursie



Dane kompozycyjne

Wzgledne liczebnosci jednej probki sumuja sie do (prawie) 100%:

round(rowSums(X)[1:3], 1) # suma udziatow na probke (%)

CCIS00146684ST-4-0 CCISO00281083ST-3-0 CCISO02124300ST-4-0
99.1 100.0 99.9

Drobne odchylenia od 100 to efekt zaokraglen i frakcji niesklasyfikowane;j.

Konsekwencja kompozycyjnosci

Wzrost udziatu jednego taksonu wymusza spadek udziatow pozostatych — nawet gdy ich bezwzgledna
liczba sie nie zmienia. Surowe udziaty daja korelacje pozorne; stad potrzeba przeksztatcen (do nich
wrocimy w dalszej czesci kursu).



Zera w danych mikrobiomowych

mean(as.matrix(X) == 0) * 100 # odsetek zer w catej macierzy
[1] 81.8

- ponad cztery pigte wartosci to zera — macierz jest rzadka
- zero zwykle znaczy ,taksonu nie wykryto u tego pacjenta”, nie ,pomiar nieudany”

- to wynik pomiaru, a nie brak danych (NA)

Dlaczego to wazne

Interpretacja zer wptywa na dobor przeksztatcen i miar odlegtosci. Potraktowanie ich jak brakow danych
bytoby btedem.



Uczenie modelu




Model jako funkcja

Model to funkcja, ktora cechom probki przypisuje przewidywanie (predykcje):

- x — wektor cech jednej probki
- 7 — przewidywanie (etykieta lub prawdopodobiefstwo)

- f — reguta wyuczona z danych treningowych

Uczenie = dobor f tak, by ¢ byto najblizsze y na treningu.
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Uczenie jako minimalizacja btedu

Funkcja straty (loss function)
Miara rozbieznosci miedzy przewidywaniem ¢ a prawda ¥. Uczenie to poszukiwanie takich parametrow
modelu, ktore te strate minimalizuja.

- mata strata na treningu — model dobrze pamieta dane, ktore widziat

- to jednak nie jest cel: chcemy skutecznoSci na nowych danych

Zbior treningowy — probki, na ktorych model sie uczy. Zbior testowy — probki odtozone na bok,
ktorych model nie widzi podczas uczenia; stuza do sprawdzenia dziatania na nowych danych.



Granica decyzyjna

Klasyfikator dzieli przestrzen cech na obszary przypisane do klas:

cecha 2
AN
~
~CRC [ ]
N [ ]
S ([ J
~
° \\ )
\\ .
~
[ ] S [ ]
~
~
) RS
s~ zdrowy
[ ] PY S
® granica ‘< _

» cecha 1

Cel: granica najlepiej oddzielajaca klasy — dziatajgca tez dla nowych punktow.
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Niedouczenie i przeuczenie

Niedouczenie Dobre dopasowanie Przeuczenie

Model zbyt prosty — nie ujmuje Model ujmuje wzorzec, pomija Model zbyt ztozony — uczy sie
wzorca. Staby i na treningu, i na szum. Dobry na treningu i na szumu. Znakomity na treningu,
tesScie. teScie. staby na tescie.

Cel: znalez¢ ztozonos¢ posrednig — wystarczajaca, lecz nie nadmierna.
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Przeuczenie — demonstracja

Dopasowujemy wielomiany rosnacego stopnia do tych samych danych; btad liczymy na treningu i na
niezaleznym tesScie jako btad Sredniokwadratowy (MSE) — Srednia kwadratow roznic miedzy wartoscia
przewidziana a rzeczywista (im mniejszy, tym lepiej).

set.seed(7) # y = sin(2xpi*x) + szum
x_tr <- sort(runif(50)); y_tr <- sin(2*pi*x_tr) + rnorm(50, 0, .35)
x_te <- sort(runif(2000)); y_te <- sin(2+pixx_te) + rnorm(2000, 0, .35)
tab <- data.frame(stopien = c(1, 2, 3, 5, 9, 15))
for (i in seq_len(nrow(tab))) {
m <- Im(y_tr ~ poly(x_tr, tab$stopien[i]))
tab$blad_treningowy[i] <- mean((y_tr - predict(m))"2)
tab$blad_testowy[i] <- mean((y_te - predict(m, data.frame(x_tr = x_te)))"2)
}

print(round(tab, 3), row.names = FALSE)
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Przeuczenie — wynik

stopien blad_treningowy blad_testowy

1 0.233 0.360
2 0.233 0.360
3 0.084 0.143
5 0.065 0.133
9 0.047 0.151
15 0.038 0.311

Btad treningowy nie rosnie (od 0,233 do 0,038); testowy osigga minimum przy stopniu 5, a nastepnie znow

rosnie.
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Przeuczenie — ujecie na wykresie

btad $redniokwadratowy

0.4

0.3

0.2

0.1

0.0

niedouczenie

optimum przeuczenie

|
I

—— blthestowy —e— bitad treningowy
1

stopieri wielomianu (ztozono$¢é modelu)

- btad treningowy — nie rosnie

- btad testowy — krzywa U: spada, osiaga

minimum, znoéw rosnie

- optimum = poSrednia ztozonos¢

Niski btad treningowy sam w sobie nic
nie moéwi o jakosci modelu.
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Obciazenie i wariancja

Obciazenie i wariancja (bias, variance)
— btad testowy (suma)

Dla btedu Sredniokwadratowego (regresja) oczekiwany btad — obcigzenie (kwadrat)
testowy to suma trzech sktadnikow; w klasyfikacji ten sam — wariandja

kompromis obowiazuje jakosciowo: - - - btad nieusuwalny

- obciazenie — btad systematyczny: model zbyt prosty, by
uchwycic zaleznosc

- wariancja — czutoS¢ modelu na konkretna probke

I
'
1
'

____________ oo ECococonononononoooo
'

treningowa

L \

— 7
optimum elastycznoS¢ modelu

- btad nieusuwalny — szum w danych, ktorego zaden
model nie usunie

Proste modele: duze obcigzenie, mata wariancja (niedouczenie). Ztozone: mate obciazenie, duza wariancja
(przeuczenie).
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Podziat na zbiory danych

opcjonalny
trening walidacja test
model sie uczy wybor ocena
i strojenie — faz

- podziat przed jakimkolwiek liczeniem
- zawsze zbior treningowy i testowy
- walidacyjny (ramka przerywana) — tylko czasem, do wyboru i strojenia

- test — uzywany raz, na samym koncu

A



Uzasadnienie trzech zbiorow

Gdy wybieramy model i stroimy go, patrzac na zbior testowy, zaczynamy sie do niego dopasowywac — i
test przestaje byc uczciwy. Dzieje sie to nawet bez ztej woli, przez wielokrotne zagladanie.

- trening — model dobiera parametry (wielkoSci wyznaczane podczas uczenia, np. wspotczynniki)

- walidacja — poréwnanie modeli i wybor hiperparametrow (ustawien wybieranych przed uczeniem,
np. sita kary, stopien wielomianu)

- test — jedno koncowe spojrzenie, nietykany do konca

Przy matej liczbie probek role walidacji przejmuje walidacja krzyzowa.



Walidacja krzyzowa — intuicja

Walidacja krzyzowa (cross-validation)
Zbidr treningowy dzielony na k czesci; kazda kolejno stuzy do walidacji, pozostate — do uczenia. Przy
matej liczbie probek zastepuje jednorazowy podziat.

iteracja 1 walid. trening trening trening
iteracja 2 trening walid. trening trening
iteracja 3 trening trening walid. trening
iteracja 4 trening trening trening walid.

Skutecznosc = Srednia z k przebiegdw. Kazda probka raz w walidacji.
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Przeklenstwo wymiarowosci

Przeklenstwo wymiarowosci (curse of dimensionality)
Zjawiska pojawiajace sie przy bardzo wielu cechach: przestrzen jest stabo wypetniona danymi,
a odlegtosci miedzy punktami staja sie do siebie podobne.

set.seed(1) wymiary min_do_max

# 200 losowych punktow; stosunek min/max odlegtosci 2 0.003
ratio <- function(p, n = 200) { 10 0.126
D <- dist(matrix(runif(n * p), n, p)) 100 0.639
1000 0.849

min(D) / max(D)
}
dims <- c(2, 10, 100, 1000)
res <- round(sapply(dims, ratio), 3)
data.frame(wymiary = dims, min_do_max = res)

Im wiecej wymiarow, tym bardziej wszystkie punkty sa tak samo odlegte.



Przeklenstwo wymiarowosci — konsekwencje

- ,najblizszy sasiad” przestaje byc bliski - wybor i filtrowanie cech
- punkty daleko od siebie — przestrzen stabo - redukcja wymiarow (np. PCA)
wypetniona - regularyzacja modelu

- tatwo o przypadkowy wzorzec

Gdy cech jest wigcej niz probek (u nas 652 cechy i 114 probek w zadaniu kontrola-rak), przeklefstwo
wymiarowosci to nie ciekawostka, lecz codzienny problem analizy.



Regularyzacja — kara za ztozonosc¢

Regularyzacja (regularization)

Dodanie do funkcji straty kary za nadmierng ztozonos¢ modelu — za zbyt duze lub zbyt liczne
wspotczynniki. Kazda cecha musi poprawia¢ dopasowanie na tyle, by przewazyc kare.

- efekt: prostsze, stabilniejsze modele, mniej podatne na przeuczenie
- czeS¢ metod potrafi wyzerowac nieistotne cechy (automatyczny wybor cech)

- sita kary to hiperparametr: wybiera sie ja na danych walidacyjnych lub w walidacji krzyzowej, nigdy
na tescie

To jedno z gtownych narzedzi przeciw przeklenstwu wymiarowosci (szczegoty — dalej w kursie).
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Elastycznosc a interpretowalnosc

Modele roznia sie elastycznoscia (jak ztozone zaleznosci oddaja) i interpretowalnoscia (jak tatwo wyjasnic
ich decyzje) — zwykle jedno rosnie kosztem drugiego:

interpre-

towalnos¢
~

@ regresja liniowa / lasso
< @ drzewo decyzyjne

S ® modele addytywne (GAM)

PN @ lasy losowe / boosting
& Vog, @ SVM (jadrowy)

~ ® sieci neuronowe

“x%

» elastycznosc

Interpretowalnos¢ w bioinformatyce — rownie wazna jak trafnosc.
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Uogolnienie

Wartos¢ modelu mierzymy jego skutecznoscia na danych, ktorych nie widziat podczas uczenia.
Skutecznosc¢ na treningu niczego nie dowodzi.

Podziat na zbiory i walidacja krzyzowa stuza uczciwej ocenie uogoblnienia; regularyzacja — jego poprawie.



Proces analizy




Cykl analizy danych

i komunikacja

Dane Eksplo— Przygoto-
Model Ocena
surowe racja wanie

iteracja

Interpretacja ]

Proces jest iteracyjny — eksploracja i przygotowanie przeplataja sie, a ocena odsyta do przygotowania
danych lub wyboru modelu.
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Etapy w skrocie

Etap

Co sie dzieje

Dane surowe

Eksploracja
Przygotowanie
Model

Ocena

Interpretacja

wczytanie, poznanie struktury, kontrola jakosci, podziat na
zbiory

rozktady, zaleznosci, wizualizacja (na zbiorze treningowym)
braki, przeksztatcenia, filtrowanie, kodowanie

wybor metody, uczenie, strojenie

skutecznos¢ na danych niewidzianych

wnioski, ograniczenia, komunikacja wynikow
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Zasada nadrzedna: bez przecieku

Przeciek danych (data leakage)
Wykorzystanie podczas uczenia lub wyboru modelu informacji, ktora nie bytaby dostepna przy predykgji
dla nowych danych — w szczegolnosci informacji ze zbioru testowego. Skutek: zawyzona ocena modelu.

Wniosek: model uczy sie wytacznie ze zbioru treningowego.

Druga posta¢ — przeciek celu (target leakage): wsrod cech znajduje sie zmienna, ktora posrednio
zawiera odpowiedz (jest skutkiem albo zapisem rozpoznania), bo jej wartosc staje sie znana dopiero
po ustaleniu wyniku.

Przyktad: metformina to lek na cukrzyce i zmienia sktad mikrobiomu jelitowego. Model przewidujacy
cukrzyce z tego Sladu osiagnie Swietny wynik, lecz bezuzyteczny — rozpoznaje nie chorobe, a fakt, ze
pacjent juz ja leczy.




Przeciek danych — typowe zrodta

Najczestsze zrodta przecieku — wszystkie polegaja na uzyciu informacji ze zbioru testowego przed ocena:

Btad Dlaczego to przeciek

normalizacja (skalowanie cech) na parametry skalowania ,widza" test
catym zbiorze

wybor cech przed podziatem cechy dobrane pod catos¢, w tym test
imputacja (uzupetnianie brakow) na brakujace wartoSci uzupetnione z testu
catosci

dostrajanie wg wyniku testowego test przestaje byc niezalezny

Reguta: najpierw podziat, potem obliczenia. Kazde przeksztatcenie dopasowywac tylko na treningu
i stosowac do testu.
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Cztery wyzwania na caty kurs

Wyzwanie Konsekwencja

p>n wiecej cech niz probek = tatwe przeuczenie; kluczowy wybor
cech i regularyzacja

kompozycyjnosc udziaty sumuja sie do 100% = potrzebne przeksztatcenia

rzadkosé wiele zer (taksonu nie wykryto u czesci pacjentow) =
ostroznosc przy logarytmowaniu i doborze miar odlegtosci

efekt partii (batch probki przetwarzane w réznych warunkach technicznych =
effect) roznice techniczna tatwo wziac za biologiczna
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Narzedzia i organizacja




Dwa jezyki: R i Python

Pracujemy rownolegle w R i Pythonie.

DI C

Silna tradycja w statystyce i bioinformatyce; Dominujacy w uczeniu maszynowym; spojny
bezposredni dostep do Bioconductora. ekosystem scikit-learn.



Ekosystemy modelowania

Zadanie R (w kursie) Python (scikit-learn)

przygotowanie parametry z treningu (median, transformatory (preprocessing,
scale), clr impute)

potok: przygotowanie + petla po czesciach, kazdy krok na Pipeline, ColumnTransformer

model czesci uczacej

podziat danych sample z set.seed train_test_split,

StratifiedKFold
modele glm, class: :knn, glmnet estymatory
ocena table, pROC: :roc metrics

Nazwy rozne, idee te same: potok, podziat, model, ocena.

Inne mozliwosci (poza kursem): ekosystem tidymodels (recipes, rsample, parsnip, yardstick) i pakiet
caret — ta sama logika w jednolitej sktadni.
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Powtarzalnos¢ — warunek wiarygodnosci

Wynik, ktorego nie da sie odtworzy¢, nie jest wynikiem. Trzy nawyki od poczatku:

- ziarno losowe (set.seed) — ten sam podziat i wynik przy kazdym uruchomieniu
- zapis wersji pakietow i R (sessionInfo(), renv / Srodowisko)

- raport generowany z kodu (Quarto / R Markdown / notatnik) — nie recznie

set.seed(42) # ustalamy ziarno PRZED losowym podziatem danych

Reguta praktyczna

Osoba trzecia, majac Panstwa repozytorium, powinna odtworzy¢ wszystkie liczby z raportu. To praktyczny
sprawdzian wiarygodnosci analizy.



Podsumowanie




Przyktad ostrzegawczy

Typowa putapka

Przyktad: model o skutecznosci 100% na danych widzianych i zaledwie 55% na nowych pacjentach. Nie
jest to model dobry — to przeuczenie.
Miarg sukcesu w tym kursie jest:

- skutecznosc na danych, ktorych model nie widziat;

- uczciwe raportowanie tego wyniku.



Do zapamigtania

- uczenie maszynowe = wyprowadzanie regut z danych, aby przewidywac lub opisywac strukture
danych

- nadzorowane (z etykietami) vs nienadzorowane (bez); nasz problem to klasyfikacja

- dane: macierz cech X i wektor celu y; u nas wiecej cech niz probek

- gtowne zagrozenie: przeuczenie; zabezpieczenie: uczciwa ocena

- zasada nadrzedna: model uczy sie tylko z treningu
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Na nastepny wyktad

Wyktad 2: Przygotowanie danych

- Podziat i eksploracja danych przed modelowaniem
- Wartosci brakujace i odstajace, skale cech, kodowanie
- Specyfika danych mikrobiomowych: zera, kompozycyjnos¢, filtrowanie cech, CLR

- Efekt partii (batch effect), przeciek i potok przygotowania danych



Dziekuje za uwage
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